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大規模言語モデルによる未観測文の生成機構を持つ
End-to-Endインクリメンタル音声合成

佐伯 高明1,a) 高道 慎之介1,b) 猿渡 洋1,c)

概要：テキスト音声合成 (text-to-speech: TTS) は，テキスト情報から人間の発話音声を人工的に合成す
る技術である．近年の深層学習の発展に伴い，人間の自然音声と同程度に高品質な発話音声を生成できる
end-to-end TTSモデルが提案されている．このような手法の多くは，発話文全体の長い時系列情報をモデ
ルの入力として用いることで出力音声を合成する，発話文単位での TTS手法である．しかし，同時音声翻
訳への応用など，文が逐次的にしか観測されず，かつ低遅延な処理が必要な場合，小さな言語単位ごとに
逐次的に音声合成を行うインクリメンタル TTSを確立する必要がある．一般に，インクリメンタル TTS

では，出力音声品質と出力遅延との間にトレードオフが発生する．未観測の後続言語情報 (lookahead) を
用いずに当該文セグメントからの合成を行う場合，遅延を限りなく抑えられる一方で，自然性の高い音
声を出力することは困難である．反対に，未観測文の入力を待ってから生成処理を行うことで自然性は
向上するが，後続文観測の待機に伴う出力遅延が発生する．本研究では，大規模言語モデルを用いて擬似
lookaheadを生成することで，後続文の待機時間を発生させずに未観測のコンテキストを考慮するインク
リメンタル TTS手法を提案する．提案手法は，人間が文を逐次的に読み上げる際の文予測機能を，計算
機的に模倣する手法と捉えることができ，多様なドメインのテキストデータで学習された GPT2 を用い
て，汎用的な言語知識に基づく lookahead生成を行う．実験的評価により，提案手法は，(1) 過去のコン
テキストのみを考慮したインクリメンタル TTS手法よりも有意に高品質な合成音声を出力でき，(2) 真の
lookaheadの観測を待つ場合と同程度の合成音声品質を達成できることを示す．
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1. はじめに
同時音声翻訳 [1], [2]は，異言語間でのインタラクティ

ブな音声コミュニケーションを可能にし，言葉の壁を取り
去ることのできる技術である．この同時音声翻訳は，短時
間の時系列情報を逐次的に処理する 3 つのモジュールか
らなり，それぞれ音声認識 (automatic speech recognition:

ASR)・機械翻訳 (machine translation: MT)・テキスト音
声合成 (text-to-speech: TTS) である．深層学習の発展に
伴い，ASRやMTと同様に，TTSの品質と柔軟性は飛躍
的に向上している．近年の TTS手法は，深層学習モデル
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で発話文全体の時系列情報をモデル化することにより，人
間の発話音声と同程度に高品質な発話音声を生成すること
が可能である．しかし，このような発話文単位での TTS

手法とは異なり，同時音声翻訳に用いるインクリメンタル
TTSでは，入力文が逐次的にしか観測されず，かつ発話文
全体の入力を待つための遅延を許容できないため，数単語
レベルの小さな言語単位を扱う必要がある．一般に，イン
クリメンタルTTSでは，出力音声の自然性と合成にかかる
遅延とのトレードオフが問題となる．低遅延なインクリメ
ンタル TTSのためには，そのタイムステップでの当該文
セグメントよりも未来の情報である未観測文 (lookahead)

の入力を待たずに，既観測文のみを用いて当該文セグメン
トを処理することが理想的である．しかし，このような処
理手法では，未観測のコンテキストに本来依存する当該音
声セグメントを，そのコンテキストを無視して合成するた
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図 1 本研究の提案手法と比較手法の概要図．

め，合成音声の自然性が低くなる．反対に，後続の未観測
文の入力を待ってから生成処理を行うことで，後続のコン
テキストを考慮した上で当該音声セグメントを合成できる
ため，出力音声の自然性は向上するが，後続文の観測の待
機に伴い出力遅延が大幅に増大する．
本稿では，大規模学習済み言語モデルにより生成した擬似

lookaheadを用いて，高品質かつ低遅延な逐次生成を行うイ
ンクリメンタルTTS手法を提案する．人間が文を逐次的に
目視しながら読み上げを行う場合，既観測文から未観測文
を予測し，前後のコンテキストに自然につながるように当
該文セグメントを読み上げることができる．本研究の提案
手法は，このような人間の逐次読み上げ機構を計算機的に
模倣するために，多様なドメインのデータで学習された大
規模言語モデルである GPT2 [3]を用いて lookaheadを推
定する．真の lookaheadの入力を待つのではなく，GPT2

により生成した擬似 lookaheadを未来のコンテキスト情報
として用いることで，後続文の待機時間を発生させずに合
成音声の自然性を改善できる．TTSモデルのアーキテク
チャは Tacotron2 [4] に基づく encoder-decoder モデルで
あり，当該単語の前後の文脈を考慮するためのコンテキス
ト埋め込みネットワーク [5]を持つ．学習時に，encoder・
decoder・コンテキスト埋め込みネットワークを一貫的に
学習することで，当該単語を高品質に生成する．さらに，
本研究では言語モデル誘導型学習による fine-tuningを提
案する．これは，言語モデルによる擬似 lookahead生成を
コンテキスト埋め込みネットワークの学習過程に導入する
ことで，GPT2による生成文と真の lookaheadの間のコン
テキスト差異を提言する手法である．実験的評価により，
提案手法は，(1) 既観測文のみを考慮した場合よりも有意
に高品質な合成音声を出力でき，(2) 未観測文の待機時間
を発生させずに，真の lookaheadを待つ場合と同程度の出
力音声品質を実現できることを示す．
本研究の提案手法および評価に用いた比較手法の概要を

図 1に示す．本研究の提案手法は，未観測文の入力を待た

ないため入力遅延を最小限に抑えることができ，かつ擬似
lookahead生成により高い自然性を実現できる．各比較手
法については 4.2 節で述べる．

2. 関連研究
近年，従来の統計的パラメトリック音声合成 [6], [7], [8]

から，文字・音素列などを入力とする単一の深層学習モデ
ルでメルスペクトログラム系列を直接推定する end-to-end

TTS [4], [9], [10]への転換に伴い，音声合成の品質は飛躍
的に向上している．そのような中，end-to-end TTSモデル
を用いたインクリメンタルTTS手法 [11], [12], [13], [14]が
複数研究されている．この先駆けとして，Tacotron [9]を
用いたインクリメンタル TTS手法 [11]が提案されている．
この手法は，本研究の提案手法と同様に，セグメントレベ
ルで学習・生成を行う手法であるが，当該音声セグメント
の生成時に前後のコンテキストを考慮しない点で異なる．
この手法は，本稿の 4 節の “independent”と同様に当該音
声セグメントを独立に生成するため，一般に出力音声の自
然性は低くなる．Maらは，機械翻訳の prefix-to-prefixフ
レームワークを用いて，毎タイムステップで k 単語だけ未
来の情報を待って当該単語の生成を行う手法 (lookahead-k

policy) [12]を提案している．この prefix-to-prefixフレー
ムワークを用いた別の手法として，遅延と品質のトレード
オフを最適にするために，強化学習を用いて扱うセグメン
トの単語数を動的に選択する手法 [14]も提案されている．
本研究の提案手法は，これら 2手法とは異なり，同時音声
翻訳への応用に向けて未観測文の待機時間を発生させずに
当該単語を即座に生成することを目的としている．さらに，
本研究の TTS モデルでは，発話文単位の TTS の並列化
に向けた手法 [5]で導入されているコンテキスト埋め込み
ネットワークを用いている．この手法は，イントネーショ
ンフレーズに着目することで，発話文内の各フレーズを並
列に扱う手法であり，生成するフレーズの前後のフレーズ
が与えられている状況で生成処理を行う．それに対し，本
研究で扱うインクリメンタル TTSでは，当該文セグメン
トの後ろの言語情報は，そのタイムステップ時点では未観
測である．

3. 手法
本節では，提案するインクリメンタル TTS手法につい

て述べる．3.1 節では，GPT2による文章生成を統合した
推論処理について述べる．3.2 節では，前後のコンテキス
トを考慮して当該音声セグメントの生成処理を行うための
モデル構造を説明し，3.3 節では言語モデル誘導型学習に
よる fine-tuningについて述べる．3.4 節では，提案手法に
ついて議論を行う．
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3.1 言語モデルによる擬似 lookahead生成
まず，TTSモデルの入力の当該文セグメントがN 個の単

語を含んでいるとする．タイムステップ tでの既観測文を
w1:Nt = w1, · · · ,wn, · · · ,wNt とし，そのうち N 単語か
らなる末尾の単語列 wN(t−1)+1:Nt = wN(t−1)+1, · · · ,wNt

を当該文セグメントとする．ここで，wn は n番目の単語
である．このとき，既観測文のうち当該文セグメントを含
まない単語列 w1:N(t−1) = w1, · · · ,wN(t−1) を過去の既観
測文として，既観測文と区別する．GPT2 [3]は自己回帰型
の言語モデルであり，M 単語からなる単語列w1:M の確率
分布を，以下のように条件付き確率分布の積に分解する．

p(w1:M ) =

M∏
m=1

p (wm|w1:m−1) (1)

このモデル化に基づき，確率分布 p(wNt+1:Nt+L|w1:Nt)か
らサンプリングを行うことで，L単語からなる未観測の単
語列 ŵNt+1:Nt+L = ŵNt+1, · · · , ŵNt+Lが得られる．この
ŵNt+1:Nt+Lを擬似 lookaheadと呼び，当該単語よりも未
来のコンテキストを表す単語列として用いる．TTSモデ
ルでは，単語wn を扱う際に文字または音素列を用いるた
め，単語 wn に対応する文字または音素列を xn と定義す
る．TTSモデルを G(·)と定義すると，出力すべきメルス
ペクトログラム yt は以下のように得られる．

yt = G
(
xN(t−1)+1:Nt|x1:N(t−1), x̂Nt+1:Nt+L,θG

)
(2)

ここで，θGはG(·)のモデルパラメータである．ztをメル
スペクトログラム列 yt から生成した音声波形とするとき，
波形生成処理はWaveGlow [15]ボコーダ V (·)を用いて以
下のように実現される．

zt = V (yt|θV ) (3)

ここで，θV は V (·)のモデルパラメータである．この zt

を，過去のタイムステップまでに得られた音声波形 z1:t−1

に対して接続していくことで，逐次的に合成音声を出力
する．

3.2 TTSモデル
本研究で用いるモデル構造は，Tacotron2 [4]に基づき，

過去の既観測文と未観測文を考慮するコンテキスト埋め込
みネットワーク [5]を統合した end-to-end TTSモデルであ
る．モデル構造の詳細を図 2に示す．まず，当該文セグメ
ント・過去の既観測文・未観測文を Tacotron2の encoder

に入力し，過去の既観測文と未観測文に対応する encoder

出力をコンテキスト encoder に入力する．ここで，この
コンテキスト encoder は 6 層の 2 次元畳み込み層と 1 層
の gated recurrent unit (GRU) 層をスタックしたものであ
る．2つのコンテキスト encoderはパラメータを共有して
おり，モデルサイズなどのハイパーパラメータは Congら

Tacotron2 encoder

Conv 2d × 6

Concat

``The examination and testimony of the experts enabled …’’

Time 
step t

Sampling with GPT2

GRU

Conv 2d × 6

GRU

Token attention

Contextual embedding

Tacotron2 
decoder

WaveGlow
vocoder

Fine
tuning

図 2 提案手法のモデルアーキテクチャ．

の手法 [5]と同一のものを用いている．それぞれのコンテ
キスト encoderの出力を結合し，global style token [16]に
基づく token attention層に入力することで，コンテキス
ト埋め込みを得る．これら一連の，Tacotron2の encoder

出力を入力とし，コンテキスト埋め込みを出力するネット
ワークを，“コンテキスト埋め込みネットワーク”と呼ぶ．
得られたコンテキスト埋め込みと，当該文セグメントに
対応する Tacotron2 encoderの出力を結合し，Tacotron2

decoderに入力する．Tacotron2の encoder・decoder・コ
ンテキスト埋め込みネットワークを一貫的に学習すること
で，前後の文脈を考慮しながら当該文セグメントのメルス
ペクトログラム列を生成することができる．
TTSモデルを学習する際の未観測文には，学習データ

に含まれる真の未観測文を用いる．学習のための前処理で
は，Congらの手法 [5]と同様に，固定の窓長・ホップサ
イズを持つ sliding text windowを発話文に適用すること
で，過去の既観測文・当該文セグメント・未観測文へと分割
する．さらに，当該文セグメントに対応する波形を forced

alignmentによって抽出し，目標データとする．

3.3 言語モデル誘導型学習による fine-tuning

3.1 節で述べたように，擬似 lookahead生成により，大規
模言語モデルの言語知識をインクリメンタルTTSに対して
用いることが可能である．しかし，この手法では，学習時に
用いる真の lookaheadと，推論時に用いる擬似 lookahead

の間にミスマッチが生じる．つまり，TTSモデルの学習
時に言語モデルによる lookahead生成を考慮していないた
め，推論時に擬似 lookaheadを未観測のコンテキストとし
て十分に活用できないことが考えられる．
したがって，本研究では，擬似 lookaheadをインクリメ

ンタル TTSに対してより効果的に用いるための言語モデ
ル誘導型学習を提案する．3.2 節で述べた学習過程とは異
なり，GPT2によって生成した擬似 lookaheadを未観測文
として用いながら fine-tuningを行う．その際，3.2 節で述
べた sliding text windowで抽出した過去の既観測文と当該
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図 3 平均コサイン類似度．

文セグメントを GPTの入力とし，擬似 lookaheadを生成
して学習データとして用いる．epseudo を，擬似 lookahead

を未観測文として用いた際のコンテキスト埋め込みとし，
etruth を，真の lookaheadを未観測文として用いた場合の
コンテキスト埋め込みとする．ここでの目標は，コンテキ
スト埋め込みネットワークが，真の lookaheadと同程度に
擬似 lookaheadを未観測のコンテキスト情報として活用で
きるようにすることである．したがって，TTSモデルの損
失関数に，epseudoと etruthのコサイン類似度を最大化する
ような損失関数 Lsim を追加する．

αsim · Lsim = αsim · (1− Sim (epseudo, etruth)) (4)

ここで，パラメータ αsimは Lsimの重みであり，Sim(·)は
コサイン類似度を表す．このとき，3.2 節の学習過程とは
異なり，Tacotron2の encoder・decoderのモデルパラメー
タを固定し，コンテキスト埋め込みネットワークのモデル
パラメータのみを更新する．これらの一連の処理に基づく
fine-tuningを行うことにより，TTSモデルが，言語モデル
で生成した擬似 lookaheadを考慮した上でコンテキスト情
報を捉えることができる．

3.4 提案手法に関する議論
まず，GPT2で生成した擬似 lookaheadが真の lookahead

に対してどの程度近いかを議論する．各タイムステップ t

について，擬似 lookaheadを用いた場合のコンテキスト埋
め込み epseudoと真の lookaheadを用いた場合のコンテキス
ト埋め込み etruthとのコサイン類似度を求め，testデータ内
の平均コサイン類似度を算出した．このコサイン類似度が
高い場合，擬似 lookaheadは，実際に真の lookaheadを観測
した場合と同様の効果を合成音声に対してもたらすことが
期待できる．さらに，GPT2のサンプリング手法について
も調査する．GPT2では，確率分布 p(wNt+1:Nt+L|w1:Nt)

からサンプリングを行う際に，最も確率値の高い k単語か
らランダムにサンプリングする top-k sampling [17]を用い
る．したがって，kの値を大きくした場合は，GPT2は多
様な単語候補からサンプリングを行うことになり，k = 1

の場合は，最尤基準に基づいて決定論的なサンプリングを
行うことになる．

図 3に分析結果を示す．ここで，学習データ・前処理条
件・学習条件には 4.1 節と同一のものを用いた．図 3中の
“top k (k = K)”のラベルは，3.3 節の fine-tuningを用い
ずに，k = Kの top-k samplingを適用したケースを表して
いる．“top k (k = 1, fine-tuned)”は，3.3 節の fine-tuning

を適用し，k = 1 の top-k sampling を用いたケースを表
す．また，“random”は，言語モデルを用いずに，未観測
文としてランダムな英単語を与えたケースである．まず，
“top k (k = K)”と “random”を比較すると，GPT2で擬
似 lookahead生成をした場合は，全ての kで “random”よ
りも高いコサイン類似度を示しており，GPT2による擬似
lookahead生成の有効性が確認できる．さらに，k の値が
小さくなるごとに，擬似 lookaheadによるコンテキスト埋
め込みが，真の lookaheadによるコンテキスト埋め込みに
近づくことが見て取れる．直感的には，kの値を大きくす
ると，より多様な文章生成が促され，kの値を小さくする
と，より客観的にもっともらしい文が生成されることが予
想される．この分析結果より，一般的な読み上げコーパス
では，k の値を小さく取る必要があることが示唆される．
また，“top k (k = 1, fine-tuned)”の結果より，fine-tuning
を行った際のコサイン類似度は，t = 1, 2 のケースでは
fine-tuningを行わない全てのケースよりも高く，tが大き
くなると，fine-tuningを行わないケースより低くなること
がある．この fine-tuning手法では，GPT2で生成した擬
似 lookaheadを学習時に考慮するため，tが小さく入力文
が十分に観測されていないケースでは，真の lookaheadを
用いた場合により近いコンテキスト埋め込みが推定できる
と考えられる．しかし，tが大きくなると，発話文が十分に
入力されることで，当該文セグメントの前のコンテキスト
情報が増えるため，fine-tuningを用いた場合も fine-tuning

を用いない場合と同程度のコサイン類似度に収束すると考
えられる．

4. 実験的評価
4.1 実験条件
データセットには LJSpeech [18] を用いた．LJSpeech

は，単一の女性英語話者による 13100文の発話データ (約
24時間)からなる．発話文の中から 100発話文・500発話文
を選んでそれぞれ評価セット・テストセットとし，残りを訓
練セットとして用いた．サンプリング周波数は 22.05 kHz

とした．各々のオーディオデータに短時間フーリエ変換を
適用してメルスペクトログラムを抽出する際は，1024サン
プルのフレームサイズ・256サンプルのホップサイズ・80

チャンネルのメルフィルタバンク・Hanning窓を用いた．
学習時の前処理として 3.2に示した sliding text windowを
適用し，窓長を 3・ホップサイズを 1とした．推論時は，
入力セグメント wN(t−1)+1:Nt の単語数 N を 2 に設定し
た．目標データの当該音声セグメントを forced alignment
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表 1 4.2 節に示す各手法の CER・WER・MOS の評価結果.

Methods CER WER MOS

Groundtruth 5.1 % 17.9 % 4.28± 0.13

Fullsentence 5.5 % 18.2 % 3.82± 0.12

Bicontext (truth) 8.2 % 24.2 % 3.36± 0.16

Independent 38.9 % 96.9 % 2.69± 0.20

Unicontext 22.8 % 53.9 % 2.99± 0.18

Bicontext 11.9 % 29.8 % 3.38± 0.14

Bicontext (fine-tuned) 8.0 % 22.5 % 3.44± 0.16

で抽出する際は，Kaldi に基づくツールキット [19] を用
いた．評価には，学習済みの GPT2*1・WaveGlow*2を用
いた．GPT2 によるサンプリングを行う際は，全ケース
で k = 1の top-k サンプリングを適用した．3.2 節で述べ
た TTSモデルの一貫学習の際は，バッチサイズを 160と
し，NVIDIA V100 GPUを 4枚用いて 76000 iterationだ
け学習させた．また，3.3 節の fine-tuningを用いる際は，
バッチサイズを 32 とし，NVIDIA Geforce GTX 1080Ti

GPU1枚を用いて，コンテキスト埋め込みネットワークの
モデルパラメータのみ更新した．この際，αsim = 10−3 と
し，4000 iterationだけ学習させた．TTSモデルの一貫学
習・fine-tuningのいずれも，Adam [20]を用いて最適化を
行い，β1 = 0.9, β2 = 0.999, ϵ = 10−6 と設定した．TTS

モデルの一貫学習の際の学習率を 10−3，fine-tuningの際
の学習率を 10−4 に設定し，重みを 10−6 として L2 正則化
を適用した．

4.2 比較手法
提案手法の有効性を検証するため，複数の比較手法を設

定し，客観評価実験・主観評価実験を実施した．比較手法
には，(1) Groundtruth : テストデータに含まれる目標発
話音声，(2) Fullsentence : 発話文単位の Tacotron2モデ
ル [4]，(3) Independent : 前後のコンテキストと独立に
当該音声セグメントを生成するインクリメンタル TTS手
法 [11]，(4) Unicontext : 過去の既観測文のみをコンテキ
ストとして考慮したインクリメンタル TTS手法，(5) Bi-

context : 本研究の提案手法であり，かつ fine-tuningを適
用しない手法，(6) Bicontext (fine-tuned): 本研究の提
案手法であり，かつ fine-tuningを適用した手法，(7) Bi-

context (truth): lookahead-k policy [12]と同様に，真の
lookaheadを未観測文として考慮した手法，の計 7手法を
設定した．各手法を用いて生成した音声サンプル*3は著者
の webサイト上で公開されている．

4.3 客観評価実験
インクリメンタル TTSは，発話文単位の TTSと比較し

*1 https://github.com/graykode/gpt-2-Pytorch
*2 https://github.com/NVIDIA/waveglow
*3 https://takaaki-saeki.github.io/itts_lm_demo/

て生成に失敗しやすく，発話内容の識別が困難な音声が出力
されることがある．したがって，ASRモデルを用いて単語
誤り率 (word error rate: WER) と文字誤り率 (character

error rate: CER) を算出し，出力音声が人間の発話音声と
してどの程度自然で，かつ認識が容易であるかを評価し
た．ESPnet [21]を使用し，Librispeech [22]で学習された
joint-CTC Transformer model [23]を用いて誤り率の算出
を行った．表 1に結果を示す．
まず，Independent が最も低いスコアを示しているこ

とが確認できる．Independent は前後のコンテキストを
全く考慮しないため，発話文によっては stop flagの予測
ができず，非常に間延びした発話音声を出力することがあ
る．そのため，insertion rateの増大に伴って CER・WER

ともに大きくなる．結果的に，提案手法のBicontext は，
Independent よりも顕著に認識が容易で自然な発話音
声を生成できていることがわかる．さらに特筆すべき結
果として，Bicontext の誤り率は，過去の既観測文のみ
を考慮する Unicontext の誤り率よりも小さくなってい
ることが確認できる．この結果より，擬似 lookahead を
未観測のコンテキストとして考慮することが有効に働く
ことが確認できる．最後に，Bicontext (fine-tuned) と
Bicontext (truth)の結果より，言語モデル誘導型学習に
よる fine-tuningを用いることで，真の lookaheadを未観測
のコンテキストとして考慮したケースと同程度にまで認識
率を改善できることがわかる．

4.4 主観評価実験
合成音声の自然性を評価するため，mean opinion score

(MOS) による主観評価実験を実施した．英語を母国語と
する 40人の評価者が Amazon Mechanical Turk [24]を通
じて実験に参加し，評価者 1人つき 35個の音声サンプル
を評価した．この音声サンプルは，7手法のそれぞれにつ
いて，テストセットからランダムに選択した 5つのサンプ
ルを含んでいる．表 1に，MOSの平均値と 95%信頼区間
を示す．
まず，提案手法の Bicontext は，当該音声セグメント

を独立に生成 [11] する Independent よりも顕著に高品
質であることが確認できる．さらに，Bicontext はUni-

context よりも有意に高いスコアを示しており，GPT2に
よる擬似 lookaheadがインクリメンタル TTSの自然性を
有意に改善することが確認できる．また，提案手法である
Bicontext とBicontext (fine-tuned)を比較すると，平
均的なスコアとしてはBicontext (fine-tuned)が上回っ
ており，言語モデル誘導型学習により，擬似 lookaheadを
未観測のコンテキストとしてより効果的に考慮できること
が示唆される．さらに，提案手法は，Maらの手法 [12]の
ように，未観測のコンテキストとして真の lookaheadを用
いる Bicontext (truth) と同程度のスコアを示している
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ことがわかる．このことから，提案手法により，未観測文
の待機時間を発生させずに，未観測文の入力を待つケース
と同程度にまでインクリメンタル TTSの自然性を改善で
きることがわかる．

5. おわりに
本稿では，大規模言語モデルを用いて擬似 lookaheadを

生成することで，入力遅延を発生させずに未観測のコンテ
キストを考慮するインクリメンタル TTS手法を提案した．
本手法は人間の逐次読み上げ機構を模倣するものとして捉
えることができ，未観測文の入力を実際に待つ場合と同程
度の合成音声品質を達成できることを客観評価実験・主観
評価実験により示した．
謝辞 本研究の一部は，JSPS 科研費 17H06101 の助成，
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